








100

CONTROL SECUNDARIO
ANÁLISIS COMPARATIVO DE TÉCNICAS DE CONTROL SECUNDARIO

RESULTADOS Y DISCUSIÓN 89
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Figura 2.25: Curvas de respuesta de la red de prueba en potencia reactiva en la máquina de
simulación en tiempo real: (a) Controlador Ebrahim, (b) Controlador
Megxuan, (c) Controlador Shaffie 2014, (d) Controlador Shaffie 2016

significativamente más sensible al tiempo de muestro, lo que provoca que su desempeño
empeore al no estar diseñado para estos tiempos de muestreo.

En la Figura 2.24, debido a la gran distorsión presentada, no es posible evidenciar
diferencias notables en ninguno de los nodos de las GDs con excepción de los controladores
Shaffie. Lo anterior se debe a que el efecto causado por los controladores secundarios es
menor que la distorsión causada por el controlador primario, por lo cual no les fue posible
mejorar la calidad de la tensión. Estos resultados se repiten en las etapas 1 a 5 (0-3.5 s) para
la mayorı́a de controladores.

En cuanto a los controladores Shaffie, se puede observar que son los que se vieron más
afectados por los escenarios de pruebas, al presentar las mayores variaciones en la etapa 5
(2-3.5 s). Tal como se explicó en la anterior sección, este desempeño se debe al control de
convergencia de potencia reactiva que presentan, como se muestra en la Figura 2.25.
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Figura 2.26: Curvas de respuesta de la red de prueba en magnitud de frecuencia en la
máquina de simulación en tiempo real: (a) GD1, (b) GD2, (c) GD3, (d)

Promedio de todos los nodos

En cuanto al control secundario de frecuencia, el mayor cambio en todos los GDs se
presenta en la GD3 en las etapas 2 a 4, lo cual era de esperarse al ser el generador en el que
se realizaron todas las pruebas. El cambio más significativo con las simulaciones realizadas
en Simulink se da en el controlador Ebrahim, el cual presenta grandes oscilaciones y una
mayor distorsión armónica que los otros controladores. Esto se debe al incremento en el
tiempo de muestreo, ya que el control primario PI tiene un peor desempeño que causa
oscilaciones en la magnitud de frecuencia. Además, este controlador en especı́fico usa un
PLL como medidor de frecuencia para su funcionamiento.

Cabe mencionar que, sin tener en cuenta el incremento de distorsión armónica en todos
los controladores, los resultados obtenidos en RT-LAB no poseen diferencias significativas
con las obtenidas con Simulink. El peor desempeño se presenta en el controlador MRAC
SISO, seguido por el MRAC MIMO, cuyo bajo rendimiento puede deberse al rango tan
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amplio escogido para el dataset de entrenamientos y la falta de datos más cercanos a las
condiciones de funcionamiento ideales de la microrred. En cuanto al controlador MIMO,
su bajo desempeño puede deberse a que la frecuencia y la tensión no poseen una relación
significativa entre ellas y es por ello que se suelen emplear controladores independientes
para cada variable.

Al igual que en la sección anterior, se examinó más a fondo las respuestas en tensión
y frecuencia obtenidas en cada uno de los controladores teniendo en cuenta los mismos
ı́ndices, cuyos resultados se resumen en las Tablas 2.6 y 2.7. En frecuencia el controlador
MRAC SISO presentó el IAE más alto, mientras el controlar Shaffie 2014 evidenció el
ISE más alto. Por su parte, el controlador Mexguan muestra el mejor desempeño, ya que
obtuvo los menores IAE y ISE. No obstante, este controlador presentó la IU más alta, lo
que demuestra la poca eficiencia energética del controlador. Del mismo modo, el MRAC
MIMO muestra el menor valor de IU, por lo que es el controlador con mayor ahorro de
energı́a en control. En comparación con la métricas obtenidas en Simulink, se puede notar
que todos los indicadores aumentaron en al menos un factor de diez, lo cual se explica por
las oscilaciones causadas por el cambio de tiempo de muestreo.

Si se consideran los indicadores en voltaje mostrados en las Tablas 2.6 y 2.7, se evidencia
que todos los controladores generan valores de IAE y ISE similares. Por otra parte, si se
examina el IU, es posible corroborar que los controladores con mejor eficiencia energética
son el MRAC MIMO y el MRAC SISO. De igual forma, los controladores que más gastan
energı́a según el IU son el Ebrahim y el Mexguan. Por ultimo, con respecto al THD,
es factible decir que todos los controladores presentaron una baja distorsión armónica
de acuerdo con los estándares. Sin embargo, el controlador Mexguan presenta la menor
distorsión armónica, seguido muy de cerca por el Ebrahim. Por otro lado, el controlador
con el mayor THD fue el MRAC MIMO, seguido del Shaffie 2016.

Tabla 2.6: Métricas de comparación centralizados Opal

Métrica Ebrahim SISO MIMO

Frecuencia
IAE[µ] 0.1571 0.2072 0.1754

ISE[n] 7.1850 7.5133 7.2092

IU [µ] 1.2501 2.0050 0.9594

Tensión

IAE[m] 169.781 169.781 169.781

ISE 576.5136 576.5138 576.5137

IU [µ] 111.34 36.134 0.1372

THD[ %] 0.5739 0.5639 0.5630
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Tabla 2.7: Métricas de comparación distribuidos Opal

Métrica Megxuan Shaffie2014 Shaffie2016 Xiangyu

Frecuencia
IAE[µ] 0.1264 0.1390 0.1440 0.1398

ISE[n] 6.9215 7.1609 7.1433 7.2243

IU [µ] 8.8202 4.5063 6.7753 −3.5335

Tensión

IAE[m] 169.78 169.78 169.78 169.78

ISE 576.5138 576.5138 576.5138 576.138

IU [µ] 8.4596 −3.6641 6.7753 −2.3731

THD[ %] 0.5735 0.5735 0.5634 0.5630

2.8 Limitaciones y trabajo futuro

Una de las limitaciones del trabajo presentado en esta capı́tulo radica en el enfoque de
validación empleado. Si bien los controladores secundarios fueron evaluados en una pla-
taforma de simulación en tiempo real Opal-RT, lo que permitió analizar su desempeño en
escenarios más amplios que en una simulación convencional, no se realizó una validación
experimental en un entorno fı́sico. Esto impide evaluar con precisión el impacto de fac-
tores no modelados, como retardos en la comunicación, pérdidas en los convertidores y
variaciones impredecibles en los parámetros del sistema. Asimismo, aunque se utilizaron
indicadores de desempeño como el ISE, ITSE e IU para comparar los controladores, no
se consideraron métricas relacionadas con la complejidad computacional ni el tiempo de
convergencia, aspectos crı́ticos para su implementación en sistemas con restricciones de
procesamiento.

Como trabajo futuro, se propone la validación de los controladores en un banco de
pruebas fı́sico, lo que permitirı́a evaluar su desempeño bajo condiciones reales de operación.
Además, serı́a relevante explorar la optimización de los controladores mediante técnicas
avanzadas de aprendizaje automático, como redes neuronales recurrentes o enfoques basados
en aprendizaje por refuerzo, con el objetivo de mejorar su capacidad de adaptación a
escenarios dinámicos. También se sugiere analizar estrategias de control hı́bridas que
combinen las ventajas de los enfoques centralizados y distribuidos, mejorando la resiliencia
del sistema ante fallos y variaciones en la demanda. Finalmente, un estudio más detallado
sobre el impacto de la complejidad computacional de cada controlador permitirı́a determinar
su viabilidad en implementaciones de hardware con capacidad limitada.

2.9 Conclusiones

Este capı́tulo presenta una comparativa entre diferentes tipos de controladores secundarios,
los cuales fueron implementados con éxito en una microrred de prueba. El análisis se realiza
mediante el uso de indicadores como el ISE, ITSE y IU. Adicionalmente, se validan los
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controladores propuestos en una plataforma de simulación en tiempo real Opal-RT, la cual
posibilita el planteamiento de escenarios con ventanas de tiempo más grandes que en una
simulación convencional. El controlador con el mejor desempeño en la microrred propuesta
fue el Mengxuan, puesto que es robusto a los cambios en la carga y a los escenarios de
desconexión y conexión del generador distribuido, además de presentar las oscilaciones
más pequeñas. De igual forma, es relevante mencionar que el controlador con el peor
desempeño fue el Shaffie del 2016. Se pudo constatar que la simulación basada en modelos
matemáticos y la simulación en software in the loop en la plataforma de simulación tiempo
real presentan resultados bastantes similares.
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CONTROL TERCIARIO:
CONTROLADORES PREDICTIVOS PARA EL FLUJO
ÓPTIMO DE POTENCIA

3.1 Resumen

El despacho óptimo de potencia es uno de los problemas que deben abordarse en el control
de las microrredes para garantizar que operen de manera segura, confiable, eficiente y a
un bajo costo. Una manera de afrontar este reto es incorporar estrategias que consideren
el comportamiento estocástico de los sistemas y que se adapten a diferentes escenarios
de operación. En este sentido, el presente capı́tulo propone un enfoque basado en control
predictivo por modelo (MPC) para el despacho óptimo de potencia activa y reactiva en
microrredes. Para ello, se presentan dos estrategias de gestión centralizadas que consideran
los flujos tanto de potencia activa como de potencia reactiva dentro de las restricciones para
encontrar soluciones que garanticen la convergencia de los flujos de carga. Los algoritmos
propuestos optimizan los costos de operación, programan la carga y la descarga de las
unidades de almacenamiento (UAs), regulan la tensión, disminuyen las pérdidas y garantizan
el balance de potencia. También, se estudia un algoritmo distribuido para el despacho de
potencia activa que consigue soluciones óptimas próximas a las del algoritmo centralizado,
manteniendo tiempos de convergencia cortos. Adicionalmente, se establecen modelos de
perdición de demanda y generación renovable mediante modelos autorregresivos integrados
de media móvil (ARIMA) y se incorporan en los algoritmos propuestos. Para la validación se
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emplea una versión modificada de la red IEEE de 13 nodos y un esquema de co-simulación
entre Matlab® y DigSILENT®.

3.2 Introducción

El despacho óptimo de potencia en microrredes representa problemas de optimización que
permiten establecer los puntos de operación de los generadores distribuidos (GDs) y de las
unidades de almacenamiento (UAs) [77]. Formular y solucionar estos problemas son retos
que deben abordarse para garantizar que las microrredes operen de manera eficiente, a un
bajo costo e incrementen la seguridad y la confiabilidad [78]. Uno de los principales desafı́os
es establecer controladores capaces de afrontar la incertidumbre, originada principalmente
por la naturaleza estocástica tanto de la generación renovable como de las dinámicas
de consumo de los usuarios. Para lo anterior, se debe realizar una correcta gestión del
almacenamiento de energı́a, de tal forma que se consoliden estrategias de gestión robustas
ante perturbaciones como variaciones en la generación y en la demanda [79].

Por otra parte, también es necesario desarrollar controladores que se adapten a los
diferentes ambientes de gestión, como las microrredes constituidas por sistemas energéticos
comunitarios [80]. En estas topologı́as de microrred es común integrar diferentes sistemas
de generación mediante técnicas de control distribuido, logrando gestionar el conjunto
a partir de la integración de controles locales [81]. Sin embargo, aún es un reto para la
investigación desarrollar algoritmos distribuidos que garanticen soluciones óptimas, con
un mı́nimo intercambio de información entre controladores y en tiempos de convergencia
cortos [81], [82].

En la literatura se ha abordado el problema del despacho óptimo de diferentes maneras.
Los métodos heurı́sticos han sido ampliamente utilizados debido a la no linealidad de los
problemas. Por ejemplo, en [83] se realiza el despacho económico mediante algoritmos
genéticos y en [84], [85] mediante optimizacion por enjambre de particulas (PSO - Particle
Swarm Optimization). Si bien estos métodos no requieren simplificaciones en los proble-
mas de optimización, no garantizan la convergencia a óptimos globales y los tiempos de
convergencia son elevados para aplicaciones en tiempo real [77], lo que también compli-
ca la incorporación de modelos predictivos. Otros estudios se han enfocado en proponer
linealizaciones que permiten formular problemas de optimización convexos para garantizar
la convergencia de métodos como el de punto interior y la programación lineal [86], [87].
Estas estrategias presentan tiempos de convergencia menores y son aplicables a grandes
sistemas de potencias, pero no son robustas ante la presencia de incertidumbre.

Métodos más robustos se consiguen al incorporar un horizonte de pronóstico y utilizar
técnicas como el control predictivo por modelo (MPC - Model Predictive Control) en los
problemas de despacho. Estos controladores mantienen tiempos de convergencia cortos
y permiten programar la carga y la descarga de las UAs, anticipando variaciones en el
consumo, la generación y el precio de la energı́a. En [88], [89] se emplea MPC para
el despacho económico de potencia activa. El primero considera la incertidumbre de la
demanda y la generación renovable, mientras que el segundo añade la del precio de la
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energı́a. Otros estudios, como los realizados en [78], [90], proponen modelos para relacionar
costos de generación a la potencia reactiva y aplicar MPC para el despacho conjunto de
potencia activa y reactiva.

En la literatura generalmente se validan los algoritmos con horizontes de pronóstico
ideales [78], [88]-[90] y se trabaja los modelos de predicción como un problema de in-
vestigación por separado. En la predicción de recursos energéticos renovables es común
emplear modelos de inteligencia artificial como redes neuronales [91]-[93] y aprendizaje
automático [94]. Sin embargo, estos métodos requieren de bases de datos extensas que
permitan el entrenamiento de los modelos, por lo que algunos estudios se inclinan hacia el
uso de regresiones temporales, tanto para el pronóstico de perfiles de consumo, como para
la predicción de recursos energéticos [95], [96].

Por otro lado, los métodos de optimización distribuida también han sido ampliamente
estudiados en los problemas de despacho. En estas técnicas, la gestión de toda la microrred
se realiza solucionando un conjunto de subproblemas, cada uno correspondiente a controles
locales de sistemas de generación relativamente independientes [97]. Existen diferentes
métodos para distribuir algoritmos que pueden extenderse a los problemas de despacho. Por
ejemplo, [98]-[100] emplean el método de dirección alterna de multiplicadores (ADMM
- Alternating Direction Method of Multipliers) para el despacho económico de potencia
activa. El trabajo realizado en [101], plantea una estrategia distribuida basada en el método
de dinámica de replicadores para el despacho conjunto de potencia activa y reactiva, de
tal forma que se minimizan costos de operación y pérdidas por distribución. Finalmente,
en [79], [97], [102] ya se desarrollan controladores MPC distribuidos para el despacho
económico de potencia activa. El primer trabajo propone una estrategia a partir de un
sistema multi-agente, el segundo emplea los principios de la teorı́a de juegos y el tercero
una combinación de técnicas de consenso y la descomposición dual.

En este capı́tulo, se presenta una estrategia MPC para la gestión centralizada y distribuida
de microrredes. Los métodos presentados son capaces de realizar despacho económico,
garantizar el balance de potencia, programar la carga y la descarga de las UAs, disminuir
las pérdidas por distribución y regular la tensión.

El contenido de este capı́tulo comprende los siguientes aspectos:

La formulación de dos problemas de optimización para el despacho conjunto de potencia
activa y reactiva.

Dos algoritmos MPC centralizados fáciles de extender a diferentes escenarios de
operación y capaces de encontrar puntos de operación óptimos, anticipando fenómenos
como picos de consumo y reducciones en la generación.

Un modelo y un algoritmo que permiten distribuir un MPC centralizado para el despacho
de potencia activa manteniendo tiempos de convergencia cortos.

El desarrollo de modelos de predicción para el pronóstico de generación renovable y
demanda.
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La validación de los algoritmos en un esquema de co-simulación e incluyendo modelos
de predicción.

3.3 MPC centralizado para el flujo óptimo de potencia

En la gestión centralizada, existe un único control encargado de establecer los puntos de
operación de los GDs y las UAs de una microrred, como se detalla en la Figura 3.1, en donde
se resumen los requerimientos para el diseño de controladores predictivos y la arquitectura
de un controlador centralizado. En la gestión de un sistema bajo el enfoque MPC, las
acciones de control se establecen considerando predicciones futuras de las variables que
generan incertidumbre [79]. Para ello, es necesario establecer un modelo dinámico de la
microrred que permita la incorporación de modelos de predicción. Por consiguiente, en esta
sección se desarrollan modelos de optimización para el despacho económico de potencia
activa y la minimización de pérdidas mediante la gestión de la potencia reactiva. De igual
manera, se definen los algoritmos que permiten la gestión predictiva de la microrred.

Modelo dinámico de la microrred

Optimizador 

Puntos de operación

MPC

UAs

GD1 GD2

GD3

Modelos de predicción 

Text is not SVG - cannot display
Figura 3.1: Requerimientos de los controladores MPC y topologı́a de una microrred de

gestión centralizada

3.3.1 Despacho económico de potencia activa

El despacho económico de potencia activa optimiza el sistema al minimizar los costos,
utilizando la potencia disponible de los generadores más eficientes y compensando cualquier
déficit con aquellos de mayor costo [77]. Para ello, es necesario establecer una función
objetivo que modele los costos por generación de los diferentes GDs. Según [103], una
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buena aproximación del costo del i-ésimo generador CG
i se consigue a partir de funciones

cuadráticas dependientes de la potencia activa generada,

cGi (pi) = aip
2
i + bipi + ci, (3.1)

donde ai, bi y ci son parámetros especı́ficos de cada GD. De igual manera, las UAs también
tienen relacionado un costo. En este trabajo solo se considera el costo por descarga, puesto
que, la potencia que carga las baterı́as ya tiene un costo asociado cuando es generada. Un
modelo simplificado para incluir los costos de las UAs en función de la potencia de descarga
pdis
j se adapta de [104] como:

cBj (p
dis
j ) = bjp

dis
j , (3.2)

bj =
cinv
j

4(cfj )(n
dis
j )

, (3.3)

donde ndis
j , cinv

j , y cfj corresponden a la eficiencia de descarga, al costo de inversión y a los
ciclos de vida de la unidad de almacenamiento j, respectivamente. Luego, si el sistema tiene
Ng generadores y Nb unidades de almacenamiento, la función objetivo para el despacho
económico de potencia activa está dada por:

C
(
pi, p

dis
j

)
=

Ng∑
i=1

cGi (pi) +

Nb∑
j=1

cBj (p
dis
j ). (3.4)

Adicionalmente, los problemas de despacho están sujetos a restricciones que establecen
las condiciones de operación de la microrred. La primera restricción consiste en el equilibrio
de potencia, asegurando que en cada momento de gestión, la potencia total despachada
busque satisfacer tanto la demanda de potencia de las cargas pL como las pérdidas ploss.
Matemáticamente se expresa como:

Ng∑
i=1

pi +

Nb∑
j=1

pj = pL + ploss. (3.5)

La variable pj depende de la potencia de descarga pdis
j > 0 cuando la UA entrega

potencia, y de la potencia de carga pch
j < 0 cuando la UA demanda potencia para almacenar.

Según [105], una forma de establecer la potencia activa en las UAs es

pj = nch
j p

ch
j +

pdis
j

ndis
j

; ∀j ∈ {1, · · · , Nb}, (3.6)

donde nch
j es la eficiencia de carga y ndis

j la de descarga.
También, en los GDs y las UAs es necesario restringir los lı́mites de operación para

asegurar que trabajen en los intervalos [pmin, pmax] permitidos. En consecuencia, la segunda
y la tercera restricción para Ng generadores y Nb bancos de baterı́as se definen como:

pmin
i ≤ pi ≤ pmax

i ; ∀i ∈ {1, · · · , Ng}, (3.7)
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pmin
j ≤ pj ≤ pmax

j ; ∀j ∈ {1, · · · , Nb}. (3.8)

Es válido aclarar que los lı́mites máximos en los generadores renovables varı́an de
acuerdo con los recursos energéticos disponibles en cada instante de tiempo.

Finalmente, en las unidades de almacenamiento, los lı́mites en los estados de carga son
dinámicos y vienen dados por:

Emin
j ≤ Ej(t+ 1) ≤ Emax

j ; ∀j ∈ {1, · · · , Nb}, (3.9)

donde Emin es la capacidad mı́nima, Emax es la capacidad máxima y E(t+ 1) representa el
estado de carga siguiente, que se obtiene a partir del estado de carga actual Ej(t) mediante:

Ej(t+ 1) = Ej(t) + pj; ∀j ∈ {1, · · · , Nb}. (3.10)

Luego, si se reescribe la ecuación (3.9) a partir de (3.10), las restricciones para el estado
de carga de las UAs son:

−pj ≤ −Emin
j + Ej(t); ∀j ∈ {1, · · · , Nb}, (3.11)

pj ≤ Emax
j − Ej(t); ∀j ∈ {1, · · · , Nb}. (3.12)

3.3.2 Modelo predictivo

Las UAs hacen posible la aplicación de controladores MPC en la gestión energética de las
microrredes. Para ello, es necesario extender el problema de optimización en un horizonte
tiempo H = {t0, ..., tf}, de tamaño Hp, para establecer un modelo predictivo. Lo anterior
permite programar la carga y la descarga de los bancos de baterı́as a modo de respuesta
a perturbaciones como picos de consumo y variaciones en la capacidad de generación,
mejorando la disponibilidad del servicio. En este sentido, el modelo predictivo derivado del
problema de despacho de potencia activa está definido por:

minimizar
pi,pj

CMPC (pit, pjt) =

HP∑
t=1

Ng∑
i=1

cGi (pit) +

HP∑
t=1

Nb∑
j=1

cBj (p
dis
jt ), (3.13)
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Sujeto a:
Ng∑
i=1

pit +

Nb∑
j=1

pjt = pLt + ploss
t (3.14)

pmin
i ≤ pit ≤ pmax

i ; ∀i ∈ {1, · · · , Ng} (3.15)

pmin
j ≤ pjt ≤ pmax

j ; ∀j ∈ {1, · · · , Nb} (3.16)

− pjt ≤ −Emin
j + Ej(t− 1); ∀j ∈ {1, · · · , Nb} (3.17)

pjt ≤ Emax
j − Ej(t− 1); ∀j ∈ {1, · · · , Nb} (3.18)

pjt = nch
j p

ch
jt +

pdis
jt

ndis
j

; ∀j ∈ {1, · · · , Nb} (3.19)

Ej(0) = Ej0, (3.20)

en el que, Ejo es el estado de carga inicial de la UA j. pit, pjt, y Ej(t) son la potencia del
generador i, la potencia de la baterı́a j y el estado de carga de la baterı́a j en el instante de
tiempo t, respectivamente. Por consiguiente, como t ∈ H , cada restricción (3.14)-(3.19)
conlleva Hp restricciones.

3.3.3 Despacho de potencia reactiva - Modelo real

El despacho de potencia reactiva tiene como propósito corregir los perfiles de voltaje y
minimizar las pérdidas por distribución. En una microrred aislada con Nn nodos y con Nk

nodos conectados al nodo k, una función objetivo que aproxima las pérdidas de potencia
activa, puede calcularse según [106] como:

ploss
R (v, θ) =

Nn∑
k=1

Nk∑
m=1

gkm(v
2
k + v2m − 2vkvm cos(θk − θm)), (3.21)

donde, vk, vm, θk y θm son los voltajes y los ángulos de fase de los nodos k y m, res-
pectivamente, conectados por el elemento en serie (lı́neas de trasmisión, transformadores,
interruptores, entre otros), (k,m) con conductancia gkm.

Las restricciones de igualdad son determinadas por el flujo de carga, definido en [106]
por:

pk(v, θ) = vk

Nk∑
m=1

vm(g
bus
km cos(θk − θm) + bbus

km sin(θk − θm))

= pGk − pLk ; ∀k ∈ {1, · · · , Nn}, (3.22)

qk(v, θ) = vk

Nk∑
m=1

vm(g
bus
km sin(θk − θm)− bbus

km cos(θk − θm))

= qGk − qLk ; ∀k ∈ {1, · · · , Nn}, (3.23)
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donde, pGk , qGk , pLk y qLk son las potencias generadas y demandadas en el nodo k, respectiva-
mente. pk(v, θ) y qk(v, θ) representan el flujo activo y reactivo en el nodo k. Si el flujo es
positivo, el nodo está entregando potencia, en caso contrario está consumiendo. Los paráme-
tros gbus

km y bbus
km se derivan de la conductancia gkm y la susceptancia bkm de los elementos

en serie que conectan los nodos. Según [107], una forma de estimar estos parámetros es a
partir de la admitancia ykm, de la siguiente manera:

ykm = gkm + jbkm,

ybus
km =

{
−ykm si k ̸= m

ykm +
∑Nk

k=1 ykm si k = m,
(3.24)

gbus
km = ℜ(ybus

km), (3.25)

bbus
km = ℑ(ybus

km). (3.26)

Finalmente, si se asume que el nodo i se encuentra en fase y no presenta desviación en
relación al nodo slack, una aproximación lineal de las ecuaciones (3.22) y (3.23) según
[108] es:

Nk∑
m=1

(
gbus
kmvm − bbus

kmθm
)
= pGk − pLk ; ∀k ∈ {1, · · · , Nn} , (3.27)

Nk∑
m=1

(
−bbus

kmvm − gbus
kmθm

)
= qGk − qLk ; ∀k ∈ {1, · · · , Nn}, (3.28)

las cuales se pueden escribir de manera matricial como

GbusV − Bbusθ − PGN = −PLN , (3.29)

−BbusV −Gbusθ −QGN = QLN , (3.30)

donde Gbus y Bbus son matrices de tamaño Nn ×Nn, correspondientes a las gbus
km y bbus

km de
todos los elementos en serie de la microrred. Además, PGN , QGN , QLN y QLN son vectores
con Nn elementos de las potencias generadas y demandadas en los nodos, V es el vector de
magnitudes de voltaje de nodo y θ el vector de ángulos de fase.

Por otro lado, los lı́mites de operación de las variables establecen las siguientes restric-
ciones de desigualdad:

Lı́mites de Tensión
vmin
i ≤ vi ≤ vmax

i ; ∀i ∈ {1, · · · , Nn}. (3.31)

Lı́mites de fase
θmin
i ≤ θi ≤ θmax

i ; ∀i ∈ {1, · · · , Nn}. (3.32)

Lı́mites de operación

qmin
i ≤ qi ≤ qmax

i ; ∀i ∈ {1, · · · , Ng}, (3.33)
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qmin
j ≤ qj ≤ qmax

j ; ∀j ∈ {1, · · · , Nb}. (3.34)

Las unidades de almacenamiento despachan potencia reactiva tanto en estado de carga
como en descarga [109], [110] y sus lı́mites de generación son dinámicos. En un banco
de baterı́as, los limites reactivos varı́an dependiendo de la potencia activa y del factor de
potencia FP asociado al inversor. Por lo tanto, es necesario establecer la restricción

qmax
j = −qmin

j = |pj| tan(cos−1(FPj)); ∀j ∈ {1, · · · , Nb}. (3.35)

Luego, como pdisj ≥ 0 y pchj ≤ 0, una representación lineal de (3.35) es:

qmax
j = −qmin

j = CFP
j

(
pdisj − pchj

)
; ∀j ∈ {1, · · · , Nb}, (3.36)

donde CFP
j = tan(cos−1(FPj)).

3.3.4 Despacho de potencia reactiva - Modelo fasorial

Otra forma de plantear el problema de despacho de potencia reactiva es empleando modelos
fasoriales, de tal forma que algunas variables como los voltajes v y la potencia aparente s
se manejen en el plano complejo. La principal ventaja es que, de acuerdo con [107], las
pérdidas por distribución se pueden aproximar mediante la función convexa

ploss
F (V ) = ℜ

(
V HY busV

)
, (3.37)

donde (.)H representa la traspuesta conjugada, V es el vector de voltajes de nodo y Y bus

es la matriz de admitancias del sistema, que se construye a partir de la ecuación (3.24). En
[107] también se define el flujo de potencia como:

s̄k =

Nk∑
m=1

v̄ky
bus
kmvm, (3.38)

donde v̄k representa el complejo conjugado de vk y sk = pk+jqk es la potencia total aparente
en el nodo k. Para incluir (3.38) dentro de las restricciones es necesario representarla como
una ecuación afı́n, ya que los solvers como cvx y Gurobi que permiten trabajar con variables
complejas exigen que los problemas sean convexos. En [86], [107] se recomienda la
linealización de Wirtinger para aproximar el modelo a un conjunto convexo mediante el
operador

f(z) ≈ f(zo) +
∂̂f

∂z
△z +

∂̂f

∂z̄
△z̄, (3.39)

en el cual, z = x+ jy es la variable, z0 es el punto alrededor del cual se linealiza, f es una
función compleja de tipo f(z) = u+ jv y las derivadas se definen como

∂̂f

∂z
=

1

2

(
∂u

∂x
+

∂v

∂y

)
+

j

2

(
∂u

∂x
− ∂v

∂y

)
,
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∂̂f

∂z̄
=

1

2

(
∂u

∂x
− ∂v

∂y

)
+

j

2

(
∂u

∂x
+

∂v

∂y

)
.

Luego, linealizando (3.38) al rededor del punto vko, vmo, la aproximación convexa del
flujo de potencia es:

Nk∑
m=1

ybus
km(vm0v̄k + v̄k0vk − vm0v̄k0) = s̄Gk − s̄Lk , (3.40)

donde s̄Gk y s̄Lk son los complejos conjugados de la potencia aparente generada y la potencia
aparente demandada en el nodo k, respectivamente.

Respecto a las restricciones relacionadas con los lı́mites de operación de las variables, las
que establecen los lı́mites de generación ((3.33), (3.34) y (3.36)) se conservan. Sin embargo,
para incluir los lı́mites de voltaje es necesario definir un modelo convexo que reemplace a
(3.31). Según [86], [107], estos lı́mites pueden incluirse con la restricción

||vi − vnom|| ≤ δvnom; ∀i ∈ {1, · · · , Nn}, (3.41)

donde vnom es el voltaje nominal y δ la máxima desviación permitida. Adicionalmente,
en este modelo es fácil añadir una restricción que limite la potencia aparente en los GDs,
mediante la ecuación

||si|| ≤ smax
i ; ∀i ∈ {1, · · · , Ng}. (3.42)

Esta restricción es útil en GDs en los cuales los lı́mites máximos de potencia activa y
reactiva superan la máxima potencia aparente permitida.

3.3.5 Algoritmo MPC para despacho secuencial

Los controladores MPC se adaptan para solucionar los problemas de despacho de la siguiente
manera: primero, se formula un problema de optimización para el despacho de potencia
activa dentro de un horizonte de tiempo (propuesto en la Subsección 3.3.2). En segundo
lugar, se resuelve este problema para determinar las potencias óptimas en cada momento
dentro de ese horizonte. Tercero, se establecen los puntos de operación en potencia activa
de los GD y las UAs tomando la primera acción de control, correspondiente al instante de
tiempo t0. Cuarto, se fijan las potencias activas generadas PG como constantes y las QG

como variables en las ecuaciones del flujo de carga. Finalmente, se resuelve el problema de
optimización propuesto en la Subsección 3.3.3 o 3.3.4 para el despacho de potencia reactiva.
El Algoritmo 3.1 resume el proceso descrito para K instantes de gestión.

3.3.6 Algoritmo MPC para despacho unificado

Otra forma de resolver el problema de despacho, es formular problemas de optimización que
permitan la gestión conjunta de potencia activa y reactiva, aprovechando las linealizaciones
de las ecuaciones del flujo de carga, como se muestra a continuación:
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Algoritmo 3.1 MPC centralizado secuencial

Salida: Puntos de operación (p, q) en K instantes de gestión.
Hp ← length ([t0, t1, ..., tf ]){Tamaño del horizonte de pronóstico}
Ploss ← Establecer un valor inicial para las pérdidas
mientras k ≤ K hacer

1. Pmax
i ← [Pit0 , Pit1, ..., PitHp

]; ∀i ∈ {1, · · · , Ng} {pronóstico de perfiles de genera-
ción renovable}
2. P L ← [PL

t0
, PL

t1, ..., P
L
tHp

]{Pronóstico de la demanda total agregada}
3. P opt ← Soluciones del problema definido en la Subsección 3.3.2.
4. pi ← P opt(i, t0); ∀i ∈ {1, · · · , (Ng +Nb)} {Establecer la primera acción de control
en cada GD y UA como los puntos de operación en potencia activa}
5. pGni

← pi{Calcular la potencia activa generada en cada nodo a partir de los pi para
establecer como constantes en las ecuaciones del flujo de carga. ni corresponde al nodo
en el cual está conectado el generador o la unidad de almacenamiento i}
6. [Qopt, V, θ] ← Soluciones del problema definido en la Subsección 3.3.3 (solver:
fmincon de Matlab) o 3.3.4 (solver: cvx con optimizador Gurobi).
7. qi ← Qopt(ni); ∀i ∈ {1, · · · , (Ng +Nb)}
8. k ← k + 1
t0 ← t0+1, tf ← tf+1 {Horizonte de predicción para el siguiente instante de gestión}

fin mientras

Modelo real

minimizar
p,q

αCMPC (pti, ptj) + βP loss
R (v, θ) (3.43)

sujeto a:
(3.14), (3.15), (3.16), (3.17), (3.18), (3.19), (3.27), (3.28), (3.31), (3.33),
(3.34)(3.36).

Modelo fasorial

minimizar
p,q

αCMPC (pti, ptj) + βP loss
F (V ) (3.44)

sujeto a:
(3.14), (3.15), (3.16), (3.17), (3.18), (3.19), (3.33), (3.34), (3.36), (3.40),
(3.41), (3.42).

Los parámetros α > 0 y β > 0 determinan los pesos que tienen los costos y las pérdidas
en la función objetivo, respectivamente.

Las restricciones (3.14), (3.15), (3.16), (3.17), (3.18) y (3.19) están definidas en todo
el horizonte H = {t0, . . . , tf}, mientras que las restantes se fijan solo para el instante de
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tiempo t0. Por consiguiente, en las ecuaciones del flujo de carga (3.27), (3.28) y (3.40)
si el GD o la UA i está conectado al nodo k, es necesario definir pGk = pt0i, q

G
k = qi y

sGk = pt0i + jqi, donde, pt0i y qi son las variables correspondientes a la potencia activa y
reactiva para el generador i en el instante de tiempo actual. El Algoritmo 3.2 establece los
pasos a seguir para la gestión predictiva de microrredes mediante los modelos establecidos.

Algoritmo 3.2 MPC centralizado unificado

Salida: Puntos de operación (p, q) en K instantes de gestión.
Hp ← length ([t0, t1, ..., tf ]){Tamaño del horizonte de pronóstico}
mientras k ≤ K hacer

1. Pmax
i ← [Pit0 , Pit1, ..., PitHp

]; ∀i ∈ {1, · · · , Ng} {pronóstico de perfiles de genera-
ción renovable}
2. P L ← [PL

t0
, PL

t1, ..., P
L
tHp

]{Pronóstico de la demanda total agregada}
3. (P opt, Qopt, V ) ← Soluciones del problema definido en la ecuación (3.43) (solver:
fmincon de Matlab) o (3.44) (solver: cvx con optimizador Gurobi).
4. pi ← P opt(i, t0); ∀i ∈ {1, · · · , (Ng+Nb)} {Puntos de operación en potencia activa}
5. qi ← Qopt(ni); ∀i ∈ {1, · · · , (Ng + Nb)} {Puntos de operación en potencia reac-
tiva (ni corresponde al nodo en el cual está conectado el generador o la unidad de
almacenamiento i)}
6. k ← k + 1
t0 ← t0+1, tf ← tf+1 {Horizonte de predicción para el siguiente instante de gestión}

fin mientras

3.3.7 Escenarios de simulación

Se realizan las siguientes modificaciones a la red IEEE de trece nodos [75] para evaluar
los algoritmos propuestos: Primero, se reemplaza la red externa por un generador diésel.
Segundo, a partir del estudio realizado en [111], se adicionan cuatro generadores distribuidos
(un solar, un eólico y dos unidades de almacenamiento). Finalmente, se aproxima el sistema
un modelo balanceado. La microrred conseguida se muestra en la Figura 3.2.

Los coeficientes de costos relacionados a (3.1) se muestran en la Tabla 3.1. La diferencia
en los coeficientes relacionados con las unidades de almacenamiento surge debido a la
inclusión de dos tecnologı́as: Li-Ion (BT1) y plomo ácido (BT2). Las primeras, aunque
requieren un mayor costo de inversión, son aproximadamente un 30% más eficientes y
presentan un mayor número de ciclos de vida [112]. Estos valores varı́an de acuerdo con los
escenarios o requerimientos de los usuarios, por lo que la diferencia de costos entre las UAs
pueden ser ajustados a conveniencia.
La Tabla 3.2 detalla el factor de potencia y los lı́mites de potencia activa de cada dispositivo.
Los lı́mites de las tensiones de nodo están fijados según la normativa colombiana en 0,95
p.u y 1,05 p.u y los lı́mites de potencia reactiva se pueden estimar como:

qmax
i = −qmin

i = |pmax
i | tan(cos−1(FP )). (3.45)
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Figura 3.2: Esquema de la microrred basada en la red IEEE de 13 nodos.

Tabla 3.1: Coeficientes de costo para cada tipo de generador

Tipo de generador ai bi ci
Diésel 104.44 1150.5 1.53

Fotovoltaico 28.77 400.00 0.00
Eólico 35.90 500.00 0.00

Unidad de almacenamiento-BT1 0.00 600.00 0.00
Unidad de almacenamiento-BT2 0.00 700.00 0.00

3.3.7.1 Demanda y recursos energéticos: A partir de las dinámicas de consumo medi-
das en la Universidad de Nariño y los valores nominales de las cargas presentados en [75],
se estiman las curvas de demanda de las nueve cargas del sistema en diez dı́as consecutivos,
considerando tiempos de muestreo de una hora. La Figura 3.3 muestra la demanda total
agregada, donde el fin de semana se identifica claramente por el bajo consumo de energı́a.

Las curvas de generación renovable (solar y eólico) se estiman acorde a los recursos
energéticos disponibles en el campus universitario mostrados en la Figura 3.4, como en [77].
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Tabla 3.2: Lı́mites de capacidad y factor de potencia para cada GD y UA en la microrred.

GD/UA Tipo Pmax [kW] Pmin [kW] FP
G1 Diésel 2000 200 0.8
G2 Fotovoltaico 1300 0 0.8
G3 Eólico 1100 0 0.8

BT1 Banco de baterı́as 600 -600 0.8
BT2 Banco de baterı́as 400 -400 0.8
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Figura 3.3: Demanda total agregada en diez dı́as consecutivos.

Según [86], los perfiles de generación se pueden aproximar como:

PWT (t) =





0 si 0 < Vs(t) < VR

Pnom


Vs(t)
Vnom

3

si VR ≤ Vs(t) < Vnom

Pnom si Vnom ≤ Vs(t) < Vmax

0 si Vs(t) ≥ Vmax

P PV (t) = ρsR(t),

donde PWT corresponde a la potencia generada por la turbina eólica, Pnom a la potencia
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nominal, Vs a la velocidad del viento, VR es la velocidad de arranque, Vnom la velocidad
nominal y Vmax es la velocidad máxima. Por otro lado, PPV es la potencia generada por la
estación solar, ρs es el coeficiente de productividad asociado a los paneles y R corresponde
a la irradiancia en W

m2 . Los datos técnicos para la generación eólica se toman del generador
Einar E70PRO [113] (VR = 2m/s, Vnom = 11m/s y Vmax = 60m/s) y para la generación
fotovoltaica se asume ρs = 0.9.
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Figura 3.4: Ejemplo de recursos energéticos solar y eólico disponibles en la Universidad
de Nariño durante diez dı́as consecutivos.

3.3.8 Modelos de predicción

Con el fin de validar los controladores propuestos en ambientes más próximos a la realidad,
en esta sección se desarrollan modelos de predicción para incorporar en los problemas de
despacho.

En los escenarios establecidos en la sección anterior, las variables que generan incerti-
dumbre son la generación solar, la generación eólica y la demanda. Por lo tanto, se diseñan
modelos para el pronóstico de irradiancia, velocidad del viento y demanda de potencia
activa. Para ello, se emplean modelos autorregresivos integrados de media móvil (ARIMA -
Autoregressive Integrated Moving Average) como en [95], [96], los cuales son útiles cuando
no se cuenta con bases de datos extensas de las variables.
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3.3.8.1 Bases de datos: Las bases de datos de irradiancia y velocidad del viento se
obtienen mediante el aplicativo Renewables.ninja [114], donde se encuentran disponibles
de manera gratuita medidas correspondientes al año 2019 para cualquier parte del mundo.
Los datos están tomados con tiempos de muestreo de 1h y es posible descargarlos filtrados,
de tal forma que se corrijan o se eliminen medidas erróneas. Por otro lado, la base de
datos de demanda se crea a partir del perfil de consumo de potencia activa detallado en la
Figura 3.3. Para ello se varı́a aleatoriamente la potencia demandada en cada instante de
tiempo, sumando o restando una cantidad aleatoria entre ±30% de la potencia requerida en
ese instante.

3.3.8.2 Modelos ARIMA Los modelos autorregresivos de media móvil (ARMA - Au-
toregressive Moving Average) son procesos estocásticos empleados para el pronóstico en
series temporales, donde el valor siguiente de la serie se determina a partir de una combi-
nación lineal de valores pasados y parámetros de error [96]. Comúnmente, se representan
como ARMA (p, q), donde p determina el número o orden del modelo autorregresivo (AR)
y q el número o orden del modelo de medias móviles (MA). Matemáticamente, se puede
expresar según [95] como:

ŷt =

p∑
i=1

ψiyt−i + et +

q∑
j=0

ϕjet−j, (3.46)

donde, ŷt es el valor pronosticado para el instante t, yt es el valor observado en t, et es el
error en t y ψi, ϕj son los parámetros autorregresivos y de media móvil que deben estimarse
para entrenar el modelo. La condición necesaria para emplear modelos ARMA es que las
series temporales sean estacionarias, es decir, que la media y la varianza sean constantes en
el tiempo [115]. Sin embargo, los procesos estocásticos generalmente no son estacionarios,
por lo que es necesario emplear métodos para conseguir representaciones estacionarias de
las series de tiempo [95].

Los modelos ARIMA convencionales, incorporan el método de la diferenciación para
corregir la falta de estacionariedad. Comúnmente se denotan como ARIMA (p, d, q), donde
p presenta el orden del modelo autorregresivo y q el orden del modelo de media móvil,
como se expresa en la ecuación (3.46), pero calculados después de que la serie se haya
diferenciado d veces [96].

Una forma de establecer los parámetros p, d y q, es emplear métodos de optimización
heurı́sticos estableciendo como función objetivo una función de evaluación de desempeño.
En este trabajo se propone emplear un algoritmo PSO para encontrar los valores p, d y q
y toolbox Econometrics de Matlab® para entrenar los modelos. Como función objetivo a
minimizar se establece el error cuadrático medio (RMSE), definido en [96] como:

RMSE =

√√√√ 1

N

N∑
i=1

(yi − ŷi)
2, (3.47)

donde N es igual al número de datos pronosticados, yi el valor real y ŷi el valor estimado.
En el PSO se define una población de 20 individuos y los parámetros p, d y q se limitan a
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240, 4 y 100, respectivamente. Luego, minimizando el RMSE de diez dı́as consecutivos
(N = 240) durante 20 iteraciones, se establecen los modelos de predicción detallados en la
Tabla 3.3.

Tabla 3.3: Modelos de predicción

Irradiancia Velocidad del Demanda [kW ]

[W/m2] viento [m/s] Semana Fin de semana

Modelo
ARIMA ARIMA ARIMA ARIMA
(85,1,2) (48,1,6) (240,1,2) (96,1,2)

RMSE 56.39 0.59 99.13

Para el pronóstico de demanda se identifican dos dinámicas de consumo, una durante
los dı́as en semana y otra en los fines de semana, de tal forma que el consumo pronosticado
para un fin de semana solo dependa del historial de consumo de los fines de semana, y que
la predicción para un dı́a en semana sea indiferente del consumo en los fines de semana. Las
Figuras 3.5, 3.6 y 3.7 comparan los perfiles de demanda, irradiancia y velocidad del viento
pronosticados con los medidos. En ellas se puede observar que el método propuesto para la
predicción del recurso energético solar no es robusto ante cambios bruscos, presentando
un error mayor de estimación cuando la irradiancia varı́a considerablemente con relación
a los dı́as anteriores. También se evidencia cómo, a pesar de que la velocidad del viento
presenta un comportamiento estocástico más variante en el tiempo, el modelo propuesto
consigue una aproximación aceptable, como lo evidencia la Tabla 3.3, en donde se muestran
los RMSE totales para los diez dı́as mostrados en las Figuras 3.5, 3.6 y 3.7.

3.3.9 Resultados y discusión

Se propone un esquema de co-simulación entre Matlab® y DigSilent® para validar los
controladores planteados. En este esquema, DigSilent® estima las variables eléctricas
mediante flujos de potencia, mientras que Matlab® se encarga de resolver los problemas de
optimización y almacenar los datos de interés. El intercambio de información entre ambos
programas se llevará a cabo mediante archivos .csv, como se describe en el diagrama de
bloques de la Figura 3.8. Para solucionar los problemas de optimización definidos por los
modelos reales, se emplea programación cuadrática secuencial (SQP- Sequential Quadratic
Programming) mediante fmincon, función de Matlab® que permite incluir ecuaciones no
lineales como (3.21), (3.22) y (3.23), aunque no trabaja con variables complejas. Por lo
anterior, para los problemas de optimización definidos por los modelos fasoriales se emplea
cvx estableciendo Gurobi como solucionador.

3.3.9.1 MPC Centralizado secuencial: El propósito de emplear técnicas de control
predictivo en los problemas de despacho es programar la carga y la descarga de las UAs
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Figura 3.5: Comparación de perfiles de demanda: medidos - pronosticados
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Figura 3.7: Comparación de perfiles de velocidad del viento: medidos - pronosticados
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Figura 3.8: Diagrama de co-simulación

para mejorar la disponibilidad del servicio y conseguir el balance de potencia en cada
instante de tiempo. En el escenario propuesto en la Subsección 3.3.7, si no se emplea MPC,
no se logra abastecer la demanda en los picos de consumo, como se detalla en la Figura
3.9. En esta figura se compara el balance de potencia activa y reactiva en diez dı́as de
gestión al emplear dos estrategias de control: modelo no lineal solucionado con el algoritmo
secuencial de manera no predictiva (Hp = 1) y de manera predictiva con Hp = 24. El
método no predictivo presenta un error en demanda del 12.25% en potencia activa y 11.73%
en potencia reactiva, mientras que, al incorporar un horizonte de predicción se logra reducir
los errores en demanda prácticamente a cero.

La Figura 3.10 muestra las curvas de despacho de potencia activa, donde se evidencia
que, al aplicar MPC, la dinámica del generador diésel (G1) cambia, mientras que el genera-
dor solar (G2) y el generador eólico (G3) siempre se despachan a su máxima capacidad, de
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0 50 100 150 200 250

tiempo [h]

0

1000

2000

3000

P
o
te

n
ci

a 
[k

W
]

Balance de Potencia Activa

0 50 100 150 200 250

tiempo [h]

0

1000

2000

P
o
te

n
ci

a 
[k

V
A

r]

Balance de Potencia Reactiva

Demanda

MPC

Control no predictivo

Figura 3.9: Comparación del balance de potencia activa y reactiva: Control no predictivo -
MPC
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acuerdo con la disponibilidad de recursos presentada en la Figura 3.4. Lo anterior, se debe a
que al considerar un horizonte de predicción, el generador diésel carga las baterı́as en los
instantes de bajo consumo para compensar eventos futuros como picos de consumo o caı́das
en la generación. Por otro lado, al no considerar un horizonte de predicción, el despacho solo
cumple el objetivo de abastecer la demanda actual, por lo que las baterı́as no se gestionan,
como lo detalla la Figura 3.11, en donde se compara los estados de carga de las UAs en los
dos métodos. Como consecuencia, en los diez dı́as de gestión, cuando se aplica control pre-
dictivo, el costo por generación incrementa 16% debido a que el generador diésel aumenta
su participación 9.96%, la unidad de almacenamiento BT1 94.09% y BT2 92.8%. El costo
total en cada instante de gestión para las dos técnicas de control se presenta en la Figura 3.12.

0 50 100 150 200 250

tiempo [h]

0

1000

2000

3000

E
n
er

g
ía

 [
k
W

h
]

Estado de Carga BT1

0 50 100 150 200 250

tiempo [h]

0

1000

2000

E
n
er

g
ía

 [
k
W

h
]

Estado de Carga BT2

MPC

Control no predictivo

Límites

Figura 3.11: Comparación del estado de carga de las unidades de almacenamiento: Control
no predictivo - MPC

La Figura 3.13 evidencia la influencia del MPC en el despacho de potencia reactiva.
Los perfiles muestran cómo al aplicar MPC, gran parte de la demanda se suple por las
baterı́as y la participación de los generadores diésel (G1) y fotovoltaico (G2) disminuye
considerablemente. El hecho de que las UAs puedan despachar potencia reactiva permite
corregir los perfiles de tensión de los nodos, como se detalla en la Figura 3.14. Esta última
compara las magnitudes de voltaje en tres escenarios: cuando se gestión solo la potencia
activa con control no predictivo, cuando se realiza despacho de potencia activa y reactiva
con control no predictivo, y cuando se emplea MPC tanto para la gestión de la potencia
activa como para la reactiva. Los resultados indican que la gestión de la potencia reactiva
corrige la desviación de voltaje dentro del intervalo permitido del 5%, y que al aplicar
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MPC se consigue una mejor corrección.
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Figura 3.12: Comparación de costos por generación: Control no predictivo - MPC
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Figura 3.14: Comparación de voltajes de nodo: Control no predictivo - MPC
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El beneficio de la corrección de los perfiles de tensión se evidencia en la Figura 3.15,
en donde se muestran las pérdidas en potencia activa. Las curvas permiten apreciar que
al aplicar MPC y realizar despacho conjunto de potencia activa y reactiva, se consigue
disminuir las pérdidas en el sistema. Incluir el despacho de potencia reactiva en la gestión
no predictiva disminuye las pérdidas un 15.19%, la gestión predictiva con despacho de
potencia activa un 10.6% y la gestión predictiva con despacho conjunto de potencia activa
y reactiva un 33.83%.
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Figura 3.16: Comparación de perfiles de despacho de potencia activa del generador diésel:
MPC con horizonte de predicción ideal - MPC con estimación de demanda y
generación a partir del promedio de datos anteriores - MPC incorporando

modelos de predicción

3.3.9.2 Incorporación de modelos de predicción: Para analizar la importancia de
incorporar modelos de predicción en la gestión energética de microrredes, se comparan
los resultados obtenidos al resolver el problema de despacho no lineal con el algoritmo
secuencial, y definiendo Hp = 24 en tres escenarios: i) considerando un horizonte de
predicción ideal, ii) estimando demanda y generación como el promedio de los tres dı́as
anteriores, iii) incorporando los modelos de predicción de la Subsección 3.3.8. Para el
pronóstico de la demanda a partir del promedio, las curvas de consumo de los dı́as de la
semana se estiman como el promedio de los tres dı́as anteriores, pero excluyendo sábados y
domingos. De igual manera, el pronóstico de demanda para los fines de semana se realiza
excluyendo los dı́as entre semana, de tal forma que las predicciones correspondientes a los
dı́as sábados y domingos dependen del consumo de los tres fines de semana anteriores.
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Figura 3.17: Comparación de perfiles de despacho de las unidades de almacenamiento:
Horizonte de predicción ideal - Estimación promedio - Modelos ARIMA
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Figura 3.18: Comparación del estado de carga de las unidades de almacenamiento:
Horizonte de predicción ideal - Estimación promedio - Modelos ARIMA
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Los perfiles de despacho en potencia activa de los generadores renovables no se ven
afectados debido a que se despachan a su máxima capacidad. Sin embargo, las dinámicas
de generación del generador diésel y las UAs cambian para afrontar errores de predicción
en los horizontes. Lo anterior se muestra en las Figuras 3.16, 3.17 y 3.18, donde se
comparan los perfiles de despacho de potencia activa y el estado de carga de las unidades de
almacenamiento. En ellas se evidencia cómo la estimación promedio desvı́a los puntos de
de operación y cómo la incorporación de modelos de predicción los aproxima a los óptimos,
determinados al considerar un horizonte ideal.

Resultados similares ocurren en el despacho de potencia reactiva para el generador
diésel, el fotovoltaico y las UAs, como se detalla en las Figuras 3.19 y 3.20, mientras que el
generador eólico no se ve afectado. Luego, se observa en la Figura 3.21, que tanto los costos
como las pérdidas varı́an con las desviaciones de los puntos de operación. En los diez dı́as
de gestión, cuando se pronostica la generación renovable y la demanda, el promedio de dı́as
anteriores tiene un incremento del 0.6% en costos y del 0.93% en pérdidas, mientras que al
incorporar los modelos de predicción, los costos solo aumentan el 0.2% y las pérdidas el
0.42%, con relación a los obtenidos con el horizonte ideal.
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Figura 3.19: Comparación de los perfiles de despacho de potencia reactiva de los
generadores diésel y fotovoltaico obtenidos al evaluar el algoritmo MPC con:

estimación ideal, estimación a partir del promedio de datos anteriores y
estimación con modelos de predicción
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Figura 3.20: Comparación de los perfiles de despacho de potencia reactiva de las unidades
de almacenamiento al emplear MPC con: estimación ideal, estimación a

partir del promedio de datos anteriores y estimación con modelos de
predicción
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Figura 3.21: Comparación de costos por generación y pérdidas de potencia activa en 3
escenarios de control: MPC con horizonte de predicción ideal, MPC con
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3.3.9.3 Linealizaciones: Generalmente, los problemas no convexos empleados en la
gestión energética de microrredes deben adaptarse para la implementación real. Para ello, es
conveniente formular modelos que garanticen la convergencia de los algoritmos y óptimos
globales, por lo tanto, las simplificaciones en las ecuaciones deben considerar la relación
entre precisión y convexidad [87]. Las linealizaciones determinadas por las ecuaciones
(3.29), (3.30) y (3.40) permiten simplificar considerablemete los modelos real y fasorial
formulados para el despacho de potencia reactiva, manteniendo una buena representación
de las ecuaciones del flujo de carga. Lo anterior, se evidencia en la Figura 3.22, donde se
grafican las tensiones de nodo obtenidas al resolver el problema de despacho mediante MPC
secuencial, con un horizonte Hp = 24h y empleando las restricciones del flujo de carga no
lineales y linealizadas.

Los puntos de operación en potencia reactiva se comparan en las Figuras 3.23 y 3.24. El
hecho de que las linealizaciones suavicen las restricciones de flujo de carga hace que los
generadores disminuyan su participación, y que las unidades de almacenamiento entreguen
más potencia, especialmente en los picos de mayor consumo. Lo anterior se ve reflejado
en la Figura 3.25, donde se grafican las pérdidas medidas en DigSILENT® al evaluar
los puntos de operación encontrados cuando se consideran las restricciones del flujo de
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Figura 3.22: Comparación de la desviación de los voltajes de nodo: MPC con ecuaciones
de flujo no lineales - MPC con ecuaciones de flujo linealizadas
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Figura 3.23: Comparación de los perfiles de despacho de potencia reactiva de los
generadores diésel, fotovoltaico y eólico, al aplicar MPC con ecuaciones de

flujo no lineales y con ecuaciones de flujo linealizadas
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Figura 3.24: Comparación de los perfiles de despacho de potencia reactiva de las unidades
de almacenamiento, al aplicar MPC con ecuaciones de flujo no lineales y con

ecuaciones de flujo linealizadas
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Figura 3.25: Comparación de las pérdidas en potencia activa: MPC con ecuaciones de flujo
no lineales - MPC con ecuaciones de flujo linealizadas

carga no lineales y linealizadas. La diferencia entre las pérdidas generadas al incorporar la
linealización real y la fasorial son mı́nimas, pero con relación a las que genera el modelo
no lineal, se tiene que en los diez dı́as de gestión se reducen en promedio el 4.25%. Esto
permite concluir que el modelo no lineal converge a un óptimo local y que los puntos de
operación en potencia reactiva mejoran con las linealizaciones.

3.3.9.4 MPC centralizado unificado: Cuando se resuelven los problemas de despacho
de manera secuencial, existe la posibilidad de que los puntos de operación en potencia
activa generen desviaciones de voltaje que no se puedan corregir con el despacho reactivo,
afectando la convergencia del Algoritmo 3.1. Por lo tanto, la principal ventaja de emplear
los modelos unificados radica en encontrar puntos de operación dentro de las condiciones
fı́sicas y técnicas de la microrred y garantizar la convergencia del Algoritmo 3.2.

Cuando se emplea el modelo unificado, los parámetros α y β son de gran importancia,
puesto que determinan el grado de relevancia de los costos y las pérdidas en la función
objetivo. Generalmente, se prioriza la minimización de costos, sin embargo, en el modelo
propuesto, fijar β > α implica que en el instante de tiempo actual to se priorice la minimi-
zación de las pérdidas, mas no en todo el horizonte de gestión. Lo anterior se debe a que
el problema para el despacho reactivo no está definido en Hp, dado que no tiene relación
directa con las UAs, sino con el inversor asociado a ellas.

En la Figura 3.26 se compara los perfiles de despacho en potencia activa del generador
diésel y las unidades de almacenamiento encontrados mediante el algoritmo secuencial
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con aquellos obtenidos con el algoritmo unificado, al fijar Hp = 24, α = 10 y β = 1. La
potencia entregada por el generador diésel disminuye en los tiempos de bajo consumo e
incrementa en los picos de demanda. En consecuencia, las UAs disminuyen su participación,
como se evidencia en la Figura 3.27, donde se comparan los estados de carga de las baterı́as
obtenidos con los dos algoritmos.

Los generadores renovables siempre despachan potencia activa a su máxima capacidad,
pero el despacho de potencia reactiva sı́ cambia con los métodos de gestión. Lo anterior se
evidencia en la Figura 3.28, la cual muestra los perfiles de despacho de los generadores
diésel, fotovoltaico y eólico encontrados de manera secuencial y unificada. La potencia
reactiva entregada por los generadores diésel y fotovoltaico incrementa cuando se emplea el
algoritmo unificado, tanto con el modelo real como con el modelo fasorial, mientras que la
participación del generador eólico disminuye ligeramente cuando se emplea el algoritmo
unificado con el modelo fasorial. Por su parte, los perfiles de potencia reactiva en las UAs,
graficados en la Figura 3.29, muestran que al emplear el algoritmo unificado su participación
disminuye y que las dinámicas cambian dependiendo del modelo empleado.

En el escenario propuesto, tanto el algoritmo secuencial como el unificado eliminan
el error en demanda cuando se considera un horizonte de predicción. Sin embargo, las
variaciones en los perfiles de generación se reflejan en los costos y la potencia que se
pierde en la distribución. La Figura 3.30 compara los costos y las pérdidas que generan los
perfiles de despacho encontrados con el algoritmo secuencial, con aquellos que generan los
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Figura 3.26: Comparación de los perfiles de generación de potencia activa del generador
diésel (G1) y las UAs (BT1 y BT2): algoritmo secuencial - algoritmo

unificado modelo real - algoritmo unificado modelo fasorial
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Figura 3.27: Comparación de los estados de carga de las UAs: algoritmo secuencial -
algoritmo unificado modelo real - algoritmo unificado modelo fasorial
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perfiles de despacho encontrados con el algoritmo unificado, empleando los dos modelos
(real y fasorial). Cuando el despacho se realiza con el algoritmo unificado, los costos y las
pérdidas disminuyen en los periodos de baja demanda, con relación a los datos asociados
al algoritmo secuencial. Lo anterior tiene relación directa con la gestión de las UAs,
puesto que el algoritmo unificado limita la carga de las baterı́as en los periodos de bajo
consumo, minimizando costos y pérdidas en esos instantes de tiempo. Sin embargo, como
consecuencia, se reduce la capacidad para entregar potencia activa y reactiva en la UAs, lo
que incrementa tanto los costos como las pérdidas cuando se presentan picos de demanda.

Luego, si se analiza los costos acumulados y las pérdidas totales, se concluye que,
cuando α > β los perfiles de despacho se aproximan más a los óptimos encontrados con el
algoritmo secuencial, como se muestra en la Tabla 3.4. Por otro lado, cuando se establece
β > α, tanto el costo como las pérdidas incrementan debido a que entre mayor sea β y
menor sea α, menor será la participación de las UAs.

Tabla 3.4: Costo acumulado y pérdidas totales en diez dı́as de gestión

Algoritmo Secuencial Unificado
Modelo Real Fasorial Real Fasorial α β

Costo [$] 9,996e8 9,996e8

1.0216e9 1.0217e9 10 1
1.019e9 1.020e9 1 0
1.042e9 1.025e9 1 1
1.051e9 1.033e9 1 10

Pérdidas
1.149e3 1.151e3

1.255e3 1.263e3 10 1
1.275e3 1.278e3 1 0

[kW]
1.266e3 1.271e3 1 1
1.281e3 1.303e3 1 10

Los tiempos de convergencia se comparan en la Tabla 3.5. En un procesador Intel Core
i5 de seis núcleos, los dos algoritmos convergen en tiempos del orden de segundos. Aunque
cvx tarda más en converger, estos tiempos son validos para le gestión de microrredes a
nivel terciario, puesto que, como se mencionó anteriormente, los despachos de potencia
demandan tiempos de gestión relativamente largos (del orden de minutos u horas).

Los resultados presentados en esta sección, permiten concluir que el algoritmo secuen-
cial consigue mejores óptimos que el unificado y que esos óptimos mejoran cuando se
incorporan modelos de predicción y se suavizan las restricciones con las linealizaciones
de las ecuaciones del flujo de potencia. Sin embargo, el hecho de resolver los problemas
de despacho por separado no garantiza la convergencia del Algoritmo 3.1, mientras que,
los modelos unificados sı́ garantizan la convergencia del Algoritmo 3.2. Por otro lado, se
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Tabla 3.5: Tiempo promedio de convergencia de los algoritmos centralizados

Algoritmo Secuencial Unificado
Solver fmincon cvx fmincon cvx

Tiempo [s] 2.086 12.911 0.2185 1.028

observa que los dos modelos (real y fasorial) convergen a óptimos similares, tanto cuando
se emplea el algoritmo secuencial como cuando se emplea el unificado. Lo anterior, permite
afirmar que los dos modelos son eficientes para la optimización predictiva de la microrred.

3.4 MPC distribuido para el despacho óptimo de potencia activa

La ventaja de emplear algoritmos distribuidos en la gestión energética de microrredes radica
en la posibilidad de separar el problema en subproblemas y solucionarlos de forma inde-
pendiente, pero encontrando soluciones óptimas globales. A pesar de que estos algoritmos
presentan tiempos de convergencia más elevados que los métodos centralizados, siguen
siendo eficientes para solucionar problemas de despacho, puesto que el control terciario
en microrredes presenta tiempos de control relativamente elevados (minutos - horas). Por
consiguiente, estas estrategias de gestión son útiles para la conformación de microrredes
mediante la integración de sistemas energéticos, en donde cada GD cuenta con su propio
controlador, como se detalla en la Figura 3.31.

En esta sección se propone emplear el algoritmo de consensus, aplicando el mismo
razonamiento del método ADMM detallado en [82], [100] para la distribución del problema
presentado en la Subsección 3.3.2 para el despacho de potencia activa.

Para ello, primero es necesario separar la función de costos del problema, la cual se
puede reescribir como:

CMPC =

Ng+Nb∑
i=1

CMPCi, (3.48)

donde CMPCi
corresponde a la función de costos relacionada al i-ésimo GD o UA, definida

en el horizonte de tiempo Hp como:

CMPCi (pit) =

Hp∑
t=1

(
p2it + bipit + ci

)
, (3.49)

donde, para las unidades de almacenamiento, la variable p corresponde a la potencia de
descarga y los coeficientes son ai = 0, ci = 0 y bi se establece a partir de la Ecuación (3.3).

El método de consensus se basa en definir las restricciones globales como restricciones
de consenso [82]. En el problema de despacho establecido en la Subsección 3.3.2, las



140

CONTROL TERCIARIO
CONTROLADORES PREDICTIVOS PARA EL FLUJO ÓPTIMO DE POTENCIA

130 CONTROL TERCIARIO:

CONTROLADORES PREDICTIVOS PARA EL FLUJO ÓPTIMO DE POTENCIA
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Figura 3.31: Gestión distribuida de microrredes conformadas por sistemas energéticos
independientes

restricciones de lı́mites (3.15), (3.16), (3.17), (3.18) y (3.19) son propias de cada GD o UA.
Por lo tanto, la única restricción global es (3.14), que establece el balance de potencia activa
en todo el sistema. Luego, dado que (3.14) es lineal y el problema en general es convexo,
es posible emplear el algoritmo ADMM detallado en [99], [100], [116] para construir una
función objetivo independiente para cada GD o UA de la microrred.

El algoritmo ADMM se basa en el cálculo del lagrangiano aumentado, el cual se
establece a partir de (3.48) y (3.14) como:

Li(pit) =

Hp
t=1


CMPCt + λt


Ns
i=1

pit


− pLt − ploss

t



+
u

2






Ns
i=1

pit


− pLt − ploss

t




2

 , (3.50)

donde Ns corresponde al número de sistemas de generación con control independiente,
u > 0 es el factor de sintonización y λt es el multiplicador de Lagrange en el instante de
tiempo t. Luego, el lagrangiano correspondiente a cada generador se obtiene considerando
constante la potencia de los demás GDs y UAs. Reemplazando (3.49) y eliminando términos
independientes, el lagrangiano correspondiente al sistema de generación i es

Li (pit) =

Hp
t=1


ai +

u

2


p2it + (bi + λt + u∆Dit) pit


, (3.51)
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donde

∆Dit =

(
Nz∑
i=1

pit

)
−
(
pLt + ploss

t

)
; ∀t ∈ {1, · · · , Hp}. (3.52)

El parámetro Nz es igual al conjunto de sistemas de generación que tiene comunicación
con el controlador del i-ésimo GD.

Posteriormente, si se consideran las restricciones propias de cada GD o UA, se establecen
problemas de optimización que permiten gestionar cada elemento de manera independiente,
pero que en conjunto, buscan el balance de energı́a en todo el sistema mediante el siguiente
proceso iterativo.

P k+1
1 = argmin

P1∈Ω1

L1(P1, λ
k,∆Dk

1)

P k+1
2 = argmin

P2∈Ω2

L2(P2, λ
k,∆Dk

2)

...

P k+1
Ns

= argmin
PNs∈ΩNs

LNs(PNs , λ
k,∆Dk

Ns
)

λk+1
t = λk

t +

(
Ns∑
i=1

P k+1
it

)
− pLt ; ∀t ∈ {1, · · · , Hp} (3.53)

Los conjuntos Ωi representan las soluciones factibles determinadas por las ecuaciones
(3.15), (3.16), (3.17), (3.18) y (3.19) para cada subsistema de generación. Pi es el vector de
Hp variables y P k+1

i son las soluciones óptimas encontradas en la iteración k para todo el
horizonte H . ∆Di se actualiza en cada iteración a partir de (3.52) de la siguiente manera:

∆Dk+1
it =

(
Nz∑
i=1

P k+1
it

)
−
(
pLt + ploss

t

)
; ∀t ∈ {1, · · · , Hp}. (3.54)

Por último, es necesario establecer un criterio de parada que garantice que el proceso
se repita hasta que se cumpla el balance de potencia en toda la microrred. Una forma de
hacerlo es estableciendo un umbral para el error en demanda mediante la ecuación

er =

Hp∑
t=1

((
Ns∑
i=1

P k+1
it

)
−
(
pLt + ploss

t

))
≤ ξ, (3.55)

donde ξ es el máximo error en demanda permitido en todo el horizonte.
El Algoritmo 3.3, resume el proceso para la implementación del método propuesto.
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Algoritmo 3.3 MPC distribuido para el despacho de potencia activa

Salida: Puntos de operación (p, q) en N instantes de gestión.
Hp ← length ([t0, t1, ..., tf ]){Tamaño del horizonte de pronóstico}
u ← constante > 0
λt ← 0; ∀t ∈ {1, · · · , Hp}
P admm
i ← [0]; ∀i ∈ {1, · · · , Ns}

ξ ← Mı́nimo error permitido
para n ← 1 a N hacer
Pmax
i ← [Pit0 , Pit1, ..., Pitf ]; ∀i ∈ {1, · · · , Ng} {Pronóstico de perfiles de generación

renovable}
P L ← [PL

t0
, PL

t1, ..., P
L
tf
]{Pronóstico de la demanda total agregada}

er ← Calcular a partir de (3.55) {Establecer error inicial}
k ← 1
mientras er > ξ hacer

para j ← 1 a Ns hacer
Estimar ∆Dj(k) a partir de (3.54)
P k+1
j ← argmin

Pj∈Ωi

Lj(Pj, λ(k),∆Dj)

fin para
Calcular λ(k + 1) a partir de (3.53)
Actualizar er a partir de (3.55)
k ← k + 1

fin mientras
P opt
i = P k−1

i ; ∀i ∈ {1, · · · , Ns} {Potencias óptimos en todo el horizonte}
pi ← P opt

i (t0); ∀i ∈ {1, · · · , Ns} {Potencias óptimas para t0}
t0 ← t0+1, tf ← tf+1 {Horizonte de predicción para el siguiente instante de gestión}
n = n+ 1

fin para

3.4.1 Resultados y discusión

El algoritmo distribuido considera los enlaces de comunicación definidos por las lı́neas rojas
en la Figura 3.32. La eficiencia del algoritmo depende del parámetro de sintonización u,
como se muestra en la Figura 3.33, en donde se grafica el proceso iterativo del controlador
asociado al generador diésel (G1) para llegar al óptimo, considerando diferentes valores
de u. Cuando se establece u = 0.1, el algoritmo tarda 200 iteraciones en converger, lo que
representa un tiempo aproximado de 10 minutos cuando se emplea cvx en un procesador
Intel Core i5 de seis núcleos. Por otro lado, si se define u = 1, el algoritmo converge en
solo 25 iteraciones, pero se desfasa del óptimo establecido por el método centralizado. Por
consiguiente, el control se sintoniza en u = 0.5 para establecer una buena relación entre
precisión y tiempo de convergencia.
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Figura 3.34: Perfiles de despacho en potencia activa de los generadores diésel (G1),
fotovoltaico (G2) y eólico (G3) obtenidos con los algoritmos centralizado y

distribuido

La Figura 3.34 compara los perfiles de despacho de potencia activa estimados por
el algoritmo centralizado con los establecidos mediante el algoritmo distribuido para los
generadores diésel, fotovoltaico y eólico. En ella se observa cómo, durante los diez dı́as de
gestión, el algoritmo distribuido consigue el mismo punto óptimo del algoritmo centralizado.
Aunque se consigue una buena aproximación en las UAs, en determinados instantes de
tiempo los puntos de operación tienden a alejarse de los óptimos establecidos por el
algoritmo centralizado, como se detalla en las Figuras 3.35 y 3.36 que comparan los perfiles
de despacho y los estados de carga de las dos unidades de almacenamiento obtenidos con
las dos técnicas de control.

El algoritmo distribuido, al igual que el centralizado, garantiza el balance de potencia si
se considera un horizonte de predicción suficientemente amplio. Por otro lado, las pequeñas
variaciones en los puntos de operación de las UAs solo generan un incremento del 0.0003%
en el costo acumulado en los 10 dı́as de gestión. Sin embargo, el tiempo de convergencia
sı́ incrementa sustancialmente, como se detalla en la Tabla 3.6, en donde se muestran los
tiempos cuando se emplea los solvers fmincon y cvx. En general, aunque tanto el algoritmo
centralizado como el distribuido tardan más en converger cuando se emplea cvx, siguen
siendo controles óptimos para la gestión energética en microrredes.
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Figura 3.35: Perfiles de despacho en potencia activa de las UAs obtenidos con los
algoritmos centralizado y distribuido
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Tabla 3.6: Tiempo promedio de convergencia

Algoritmo Centralizado Distribuido
Solver fmincon cvx fmincon cvx

Tiempo [s] 0.194 0.911 63.352 176.520

3.5 Limitaciones y trabajo futuro

Las principales limitaciones del trabajo presentado en este capı́tulo radican en el alcance
de la validación y en la metodologı́a de predicción empleada. La validación se realizó
mediante co-simulación en Matlab y DigSilent, lo que permite analizar el desempeño de la
gestión energética en un entorno simulado, pero no considera variaciones e incertidumbres
propias de un sistema fı́sico en operación. Además, los modelos de predicción de demanda
y generación fueron desarrollados mediante regresiones temporales, utilizando un conjunto
de datos correspondiente al año 2019 con un muestreo horario. Esto restringe la capacidad
del modelo para capturar patrones más complejos y variaciones abruptas en la dinámica
de la microrred, especialmente en escenarios con mayor penetración de fuentes renovables
intermitentes. Asimismo, una de las principales limitaciones en el control de la microrred es
el tiempo de convergencia de los algoritmos basados MPC. A medida que se consideran
horizontes de pronóstico más largos (superiores a seis horas) o microrredes con mayor
número de nodos, los tiempos de convergencia de los algoritmos de optimización crecen
considerablemente, lo que puede dificultar su implementación en aplicaciones de tiempo
real, requiriendo unidades de procesamiento con mayor capacidad computacional.

Como trabajo futuro, se propone la implementación de modelos basados en redes neuro-
nales recurrentes, especı́ficamente redes LSTM (Long Short-Term Memory), para mejorar
la precisión en la predicción de variables energéticas. Sin embargo, esta aproximación
requerirı́a un conjunto de datos más amplio y actualizado, que incluya información detallada
sobre la variabilidad de los recursos energéticos y la demanda en distintos contextos operati-
vos. Asimismo, se recomienda explorar estrategias para reducir los tiempos de convergencia
de los algoritmos MPC, como el uso de técnicas de descomposición o la implementación de
estrategias de control jerárquico. Esto permitirı́a una validación más robusta de la estrategia
de gestión energética y una mejor adaptación a la naturaleza dinámica de las microrredes.

3.6 Conclusiones

En este capı́tulo se presentan dos enfoques basados en MPC, uno centralizado y uno
distribuido, para el despacho óptimo de potencia en microrredes. La gestión centralizada
minimiza costos de operación mediante la gestión de la potencia activa y las pérdidas en el
sistema mediante la gestión de la potencia reactiva. Para ello se presentan dos modelos, uno
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real y otro fasorial, con aproximaciones lineales de las ecuaciones del flujo de carga que
facilitan la implementación de los problemas de optimización. También se desarrollan dos
algoritmos, uno secuencial y otro unificado, que consiguen puntos óptimos de operación
dentro de las condiciones fı́sicas y técnicas de la microrred. Las estrategias propuestas
se validan en un esquema de co-simulación e incorporando modelos de predicción de
generación renovable y demanda, obteniendo los siguientes resultados principales. Primero,
los algoritmos son capaces de encontrar soluciones óptimas en tiempos de convergencia
bajos e ideales para aplicaciones en tiempo real. Segundo, los dos modelos propuestos
consiguen soluciones similares con una buena aproximación de las ecuaciones del flujo de
carga, lo que permite regular la tensión durante el proceso de gestión. Tercero, se garantiza
el balance de potencia, consolidando una microrred más confiable y de servicio constante.
Cuarto, se logra una reducción significativa en las pérdidas de potencia activa mejorando
la eficiencia de todo el sistema. Finalmente, la incorporación de modelos de predicción
permite concluir que tanto el algoritmo secuencial como el unificado establecen estrategias
de gestión robustas ante perturbaciones como cambios en la generación y la demanda, por
lo que la convergencia de los algoritmos casi no se ve afectada por errores de pronóstico en
los horizontes de predicción.

Con relación a la gestión distribuida de la potencia activa, se concluye que el algoritmo
consigue gestionar costos y programar la carga - descarga de las UAs, con soluciones óptimas
próximas a las encontradas por el algoritmo centralizado y en tiempos de convergencia aun
útiles para la gestión de microrredes a nivel terciario.
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[87] W. Gil-González, O. D. Montoya, L. F. Grisales-Noreña, F. Cruz-Peragón, and G.
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